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Resumen

El crecimiento acelerado de la Educacion a Distancia ha
impulsado la adopcién de plataformas que generan
grandes volimenes de datos, pero estos no se analizan
suficientemente y la informacion podria perderse. Este
estudio perfila al docente virtual de la plataforma
SEDUCA de la UAEMéx empleando aprendizaje
automatico y el ciclo CRISP-DM. Se realizé un analisis
cuantitativo con 1 041 registros y 24 variables obtenidas
del reporte de desempefio docente de la plataforma. En el
preprocesamiento se realizo limpieza, imputacion con K-
NN vy deteccion de outliers. Para el analisis descriptivo
se aplicd K-means y Agrupamiento Jerarquico; se valido
con coeficiente de silueta; la fase predictiva utilizo
Random Forest optimizado con GridSearch y validado
mediante matriz de confusion y validacion cruzada. Se
identificaron tres perfiles: docentes de interaccion
minima (15 %), moderada (66 %) y alta (19 %). Las
variables mas influyentes fueron total de actividades
calificadas y porcentaje de evidencias entregadas a
tiempo; otras, como correos y numero de alumnos,
mostraron menor relevancia. El modelo alcanzé una

exactitud del 95,2 % tras optimizacion. Este enfoque
ofrece un marco para que las universidades aprovechen
datos de sus plataformas en la planificacion de la
formacion y seleccion de docentes virtuales.

Palabras clave: Educacion a distancia; Mineria de datos
educativos;  Desempefio  docente;  Aprendizaje
automatico; Sistema de gestion de aprendizaje.

Abstract

The rapid expansion of distance education has driven the
adoption of learning platforms that generate vast
volumes of data; however, these data often go
unanalyzed, risking the loss of valuable insights. This
study profiles virtual instructors on the UAEMéx
SEDUCA platform using machine learning within the
CRISP-DM framework. A quantitative analysis of 1,041
records and 24 variables extracted from the platform’s
teaching  performance report was conducted.
Preprocessing involved data cleaning, K-NN imputation,
and outlier detection. For descriptive analysis, K-means
and Hierarchical Clustering was applied and validated
with silhouette scores; the predictive phase employed a
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Random Forest classifier optimized with GridSearchCV
and validated via confusion matrix and cross-validation.
Three instructor profiles were identified—minimal
interaction (15 %), moderate interaction (66 %), and
intensive interaction (19 %). The most influential
predictors were total graded activities and the percentage
of on-time submitted evidence, whereas features such as
email exchanges and student count proved less relevant.
The model achieved 95.2 % accuracy after optimization.
This approach offers universities a reproducible
framework for leveraging platform data to inform virtual
instructor training and selection.

Keywords: Distance education; Educational data mining;
Teaching performance; Machine learning; Learning
management system.

1. Introduccion

La educacion a distancia (EaD) en el nivel superior ha
crecido significativamente, impulsada por los avances
tecnoldgicos que han facilitado el acceso a la educacion
desde cualquier lugar con conexion a Internet. Los
informes Horizon de 2020, 2021 y 2022 destacan que la
educacion en linea de alta calidad, los modelos hibridos
de ensefianza y la formacion docente para un desempefio
Optimo en estos contextos son algunas de las tendencias
principales en el &mbito de la educacién superior [1], [2],
[3]. Particularmente, el informe del 2023 resalta el
aumento de la inteligencia artificial (1A) en la educacion
y la difuminacion de las fronteras entre las modalidades
de aprendizaje presencial y en linea [4].

De este modo, la EaD se presenta como una solucion
clave para ampliar la cobertura educativa de forma
equitativa, especialmente en regiones marginadas o
aisladas, posicionandose como una herramienta eficiente
y accesible para garantizar este derecho [5]. Esto se
alinea con los objetivos de la Agenda 2030,
especificamente en la meta 4.4, que busca asegurar el
acceso igualitario del 100% de hombres y mujeres a una
formacion técnica, profesional y superior de calidad,
incluida la ensefianza universitaria [6] aspecto que seria
dificil sin la implementacion de la EaD.

En México, de acuerdo con la Asociacion Nacional de
Universidades e Instituciones de Educacion Superior
(ANUIES) [7]; la matricula de estudiantes de educacién
superior y posgrado en modalidades no escolarizada y
mixta ha mostrado un crecimiento constante. Entre los
ciclos 2016-2017 y 2022-2023, se registrd un aumento
del 73.72% (Figura 1).
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Figura 1. Evolucion de la matricula en modalidades no escolarizada y
mixta en Educacion Superior (2016-2023).

Nota: Las matriculas consideran a los estudiantes de modalidad no
escolarizada y mixta de licenciatura, especialidad, maestria y doctorado
de instituciones integradas a la ANUIES. Fuente: Elaboracién propia
con datos de los Anuarios Estadisticos de Educacién Superior de los
ciclos escolares del 2016-2017 al 2022-2023 [7].

La Universidad Auténoma del Estado de México
(UAEMEx), cuenta con planteles distribuidos en diversas
regiones del Estado de Meéxico, ofrece programas de
bachillerato, licenciatura y posgrado en modalidades
escolarizada (presencial), mixta y no escolarizada (en
linea) [8] . En el caso de las licenciaturas en modalidad
mixta, estas estan obligadas a incluir al menos una
materia que utilice un guion instruccional en linea. Para
este fin, desde 2004, la UAEMEéx., utiliza el Sistema de
gestion de educacion Ilamado SEDUCA como
plataforma tecnolégica para la educacion a distancia y
mixta [9]. Desde sus inicios hasta el dia de hoy se ha
observado un crecimiento constante en la matricula de
estudiantes de nivel superior en modalidad a distancia, lo
que refleja un interés cada vez mayor por la educacién en
linea (Tablal).

Tabla 1. Matricula de estudios profesionales por ciclo
escolar en la UAEMéx

Licenciatura Méd. A
5 2 =3 8 § § 8 F 00
1 S S 1 Q & N &
Administracion E 87 91 138 164 129 167 197 193 122
Logistica E 26 33 40 23 30 62 67 45 73
Ensefianza del E 23 21 22 21 21 19 32 27 17
inglés
Derecho E 26 43 29 32 34 64 52 39 50
internacional
Informatica E 44 74 76 55 51 75 70 66 50
administrativa
Negocios E 13 24 28 24 23 45 43 47 262
internacionales
Relaciones econ. E 24 28 33 31 38 30 33 25 4
internacionales
Administracion M - - - 919 984 1 1 1 18
008 125 087
Contaduria M - - - 1 1 1 1 1 8
018 081 082 126 099
Enfermeria* M 50 46 55 767 796 833 854 899 17
Turismo M - - = 686 609 579 576 550 —20
Trabajo social M — — - 92 106 86 104 98 7
Informética M - - - 472 255 346 334 449 =5
administrativa
Ing. en M - - - 738 613 750 821 743 1
computacion
Gestion info. en M - 32 - 39 46 38 68 49 26
Redes Sociales
Medios alt. de M - 7 17 74 65 74 74 70 900
sol. de conflictos
Gastronomia M - - - 206 196 192 184 172
Sumatoria 293 399 438 5 5 5 5 5
general 361 077 450 760 658
Nota: E = En Linea; M = Mixta; “~” indica que el programa no se oferto

en ese ciclo. A (%) corresponde al cambio porcentual acumulado desde
2016-2017 hasta 2023-2024. Todos los valores son ndmeros de
estudiantes matriculados en cada ciclo escolar. Para el calculo del
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crecimiento en la Licenciatura en enfermeria se consideré como inicio
el valor de 767 correspondiente a la matricula del 2019-2020. [10].

Como puede verse en la figura 2, la matricula de las
Licenciaturas de la UAEMéx a lo largo de los dltimos
afios muestra un crecimiento significativo, con un
aumento notable entre los periodos 2018-2019 y 2019-
2020. A pesar de algunas caidas en ciertos periodos, la
matricula se ha mantenido en niveles superiores a los
iniciales, reflejando un interés creciente en la oferta
académica (Figura 2).
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Figura 2. Evolucion de la Matricula de estudiantes de licenciatura de
la UAEMéx por ciclo escolar.

Nota. Estadisticas de matricula profesional por ciclo escolar [10].

En un entorno virtual, un LMS (Learning Management
System) o Sistema de Gestion del Aprendizaje es clave,
ya que permite administrar cursos, distribuir materiales,
evaluar el desempefio y mantener la comunicacion entre
docentes y estudiantes. El uso de un LMS como
SEDUCA no solo facilita la gestion del aprendizaje, sino
que también genera y almacena una gran cantidad de
datos sobre la actividad de los estudiantes, sus
interacciones, entregas, calificaciones y patrones de
participacion. Estos datos son susceptibles de analisis,
proporcionando informacién valiosa para mejorar los
procesos educativos. Sin embargo, el mero acopio de
datos académicos —como calificaciones, niveles de
asistencia o resultados de evaluacion— no basta para
impulsar mejoras pedagogicas; es necesario aplicar un
proceso metodologico sistematico que permita
interpretarlos con rigor. [11] subraya que la depuracion,
transformacion y modelado de la informacion son etapas
clave para revelar tendencias y patrones tUtiles cuyo
adecuado tratamiento y analisis transforman esa
complejidad en ventajas estratégicas para las
organizaciones e instituciones. A su vez, [12]. advierte
que el analisis debe orientarse a responder preguntas de
investigacion  especificas,  utilizando ~ métodos
estadisticos que garanticen la validez y reproducibilidad
de los resultados en proyectos cientificos.

Las preguntas que guiaron este trabajo fueron las
siguientes: ;(Como se puede caracterizar al docente
virtual a partir de su interaccion en una plataforma de
aprendizaje?, ;Cudles son los indicadores clave de la
interaccion docente-alumno en una plataforma de
aprendizaje virtual y coémo pueden utilizarse para

caracterizar al docente?, ;Qué patrones de
comportamiento pueden identificarse en la interaccion
del docente virtual a partir del andlisis de los datos de la
plataforma de aprendizaje? Para responder, fue
imprescindible aplicar técnicas de mineria de datos y
procesar grandes volumenes de informaciéon pues era
necesario revelar patrones de comportamiento.

La mineria de datos, o descubrimiento de conocimiento
en bases de datos, se define como el proceso no trivial de
identificar patrones validos, novedosos, potencialmente
Gtiles y comprensibles en grandes conjuntos de datos
[13]. Por su parte, la mineria de datos educativos,
reconocida como disciplina desde los estudios pioneros
de [14] se entiende como la aplicacién de algoritmos de
mineria de datos y técnicas de aprendizaje automatico al
analisis de datos generados en entornos de ensefianza-
aprendizaje, con el propésito de descubrir patrones de
comportamiento  estudiantil, anticipar  resultados
académicos y optimizar los procesos pedag6gicos.

En el ambito de la educacién superior, algunos estudios
han comenzado a aplicar técnicas de mineria de datos
educativos y aprendizaje automatico para analizar
informacién digital vinculada con la practica docente en
plataformas institucionales. Estas investigaciones han
utilizado, por ejemplo, sistemas expertos basados en
reglas y arboles de decision para clasificar el uso docente
de sistemas de gestion del aprendizaje [29], modelos de
simulacion apoyados en algoritmos como K-NN para
explorar decisiones pedagdgicas en entornos tipo MOOC
[30], enfoques de aprendizaje profundo para analizar
indicadores emocionales asociados a la actividad docente
[31] y técnicas de mineria de textos combinadas con
clasificacion automética para examinar evaluaciones
estudiantiles sobre el desempefio del profesorado [32].
No obstante, aunque estos trabajos evidencian el
potencial de la mineria de datos para estudiar
dimensiones especificas de la docencia universitaria, ain
son escasos los estudios que realicen una caracterizacion
sistemética del docente a partir de multiples variables de
comportamiento registradas en un LMS institucional, lo
que sugiere un campo de investigacién todavia en
desarrollo.

En ese sentido, el objetivo de este estudio fue caracterizar
al docente virtual en la plataforma SEDUCA durante el
semestre 2023B a partir de sus interacciones —
identificando los indicadores clave de la relacién
docente-alumno y los patrones de comportamiento
emergentes— mediante técnicas de mineria de datos
educativos, con el fin de ofrecer un marco analitico
replicable que apoye a la UAEMéx y a otras instituciones
de educacién superior en la evaluacién y mejora continua
del desempefio docente en entornos virtuales.

2. Meétodo

Para el logro del objetivo planteado se utiliz6 el Proceso
Estandar de la Industria para Mineria de Datos (Cross-
Industry Standard Process for Data Mining, CRISP-
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DM) mostrado en la figura 3.
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Figura 3. Metodologia de Ciencia de Datos: CRISP-DM

Nota: Las seis fases de la Metodologia de Ciencia de Datos [15].

La metodologia CRISP-DM es una de las més empleadas
actualmente para el desarrollo de proyectos de mineria
de datos y organiza los proyectos de mineria de datos en
seis fases secuenciales [16]:

1) Comprensiéon del negocio: Define el problema,
objetivos y contexto actual para establecer metas
claras y un punto de comparacién.

2) Comprension de los datos: Recopila, describe y
explora los datos para conocer su estructura, calidad
y propiedades estadisticas.

3) Preparacion de datos: Limpia, transforma e ingenia
indicadores a partir de los datos crudos, garantizando
su idoneidad para el modelado.

4) Modelado: Selecciona técnicas y divide datos de
entrenamiento y prueba para generar y ajustar
iterativamente el mejor modelo.

5) Evaluacién: Mide la calidad del modelo con
métricas estadisticas y validacion experta; decide si
avanzar, revisar etapas previas o reiniciar.

6) Implementacién: Despliega el modelo y documenta
resultados, asegurando su uso practico y
monitoreando su desempefio para futuras mejoras.

En las siguientes subsecciones se brinda una explicacion
detallada de la forma en que fueron abordadas cada una
de las etapas en esta investigacion.

2.1 Entendimiento del negocio

SEDUCA es una plataforma que respalda las diferentes
modalidades educativas de la UAEMex, a través de la
cual se imparten programas de bachillerato a distancia,
siete licenciaturas en modalidad a distancia, diez en
modalidad mixta, una maestria y un doctorado [17]. La
plataforma se organiza en ‘“comunidades” las cuales
representa un grupo distinto de clase, en éstas se alojan

materiales de apoyo, paginas de contenido organizadas
por indices tematicos, actividades de tipo: cuestionario,
portafolio, foro, wikis basados en los programas de
estudio de cada unidad de aprendizaje (materia).

La UAEMéx evalua en escala 0-10 mediante dos
parciales: si la estudiante promedia > 8 en ambos exenta
el examen final; de lo contrario debe pasar por los
examenes ordinario, extraordinario y de suficiencia antes
de recursar la materia. Comprender el proceso de
evaluacion en la UAEMéx resulta clave, pues el reporte
de desempefio docente incorpora variables que reflejan el
rendimiento en el primer y el segundo parcial.

2.2 Entendimiento de los datos

Los datos utilizados en este estudio provienen del
“Reporte de Desempeiio Docente”, una hoja de calculo
generada por SEDUCA que recopila informacion sobre
el uso de la plataforma por parte del profesorado. Cada
comunidad cuenta con 35 caracteristicas registradas.
Durante el semestre 2023B (de agosto 2023 a enero
2024) se generaron 1773 registros que corresponden a
grupos de 336 materias diferentes impartidas en 18
diferentes carreras universitarias y distribuidas en 23
espacios académicos de la Universidad Auténoma del
Estado de México.

En SEDUCA, cada grupo de clase se registra como una
comunidad Unica. Aunque pueda compartir el mismo
nombre con otras comunidades que correspondan a la
misma materia, cada comunidad se distingue por el
docente que la imparte y los estudiantes que la
conforman. En este sentido, cada uno de los 1,773
registros corresponde a una comunidad diferente,
asegurando que cada unidad de andlisis corresponde a un
grupo de clase independiente. Es importante sefialar que,
de estas comunidades no todas fueron analizadas, mas
adelante se verd que ese conjunto inicial de 1773
registros se redujo a 1041 en la etapa del
preprocesamiento con la intencién de garantizar que los
datos fueran confiables y adecuados para cualquier
analisis o0 modelado.

2.3 Preparacion de los datos
(preprocesamiento)

Para garantizar la integridad de los datos y la fiabilidad
de los modelos, se llevd a cabo un riguroso proceso de
limpieza, una de las etapas mas extensas del ciclo de
ciencia de datos. En primer lugar, se aplic6 una reduccion
de dimensionalidad eliminando aquellas variables que
presentaban un alto porcentaje de valores nulos. A
continuacion, se inspeccionaron los reportes de
desempefio docente de SEDUCA y se detectaron ocho
columnas cuyos valores eran sistematicamente cero, sin
justificacion aparente. Estas variables se descartaron, ya
que su inclusion habria incrementado la complejidad del
modelo sin aportar informacién significativa. Como
resultado, se eliminaron ocho columnas:
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Porcentaje-Eficiencia-Terminal.
Aprobados.

Aprobados ordinarios.
Aprobados extraordinarios.
Aprobados titulo.

Historico de socializa por comunidad.

N o g ke DR

Asesoria académica Respondidas/Recibidas.
8. Histdrico de chat personal.

Ademas, por razones de privacidad, se excluyeron tres
columnas categoricas: Asesor, Bloque y Grupo, ya que
contenian informacion directamente relacionada con la
identidad del profesorado.

También se descartaron las variables
ler P_Ponderacion _semanas 'y  20P_Ponderacion-
semanas, ya que no resultaban necesarias para los
objetivos del estudio. Se mantuvieron las columnas:
Carrera, Comunidad y Espacio Académico pero no
fueron consideradas para el modelado presentado en este
estudio, sino para un analisis posterior .

Tras este proceso, el conjunto de datos quedd con 24
caracteristicas organizadas en dos tipos: categoricas (3)
y numéricas (21). Ademas, se unificd la nomenclatura de
las 24 variables para que cada nombre describiera con
claridad su contenido.

Categoricas:
1. Carrera: Nombre de la licenciatura

2. Comunidad: Nombre de la comunidad (materia, no
considerada para el entrenamiento)

3. Espacio_Académico: Nombre del espacio académico
Numéricas:
4. alumnos: Cantidad de alumnos en el grupo

Para el primer parcial (identificadas al inicio por “1p”) se
tienen:

5. 1p_total actividades asignadas

6. 1p_total actividades_evaluativas

7. 1p_porcentaje evidencias_calificadas

8. 1p_total actividades_calificadas

9. 1p_total actividades_entregadas

10. 1p porcentaje evidencias_calificadas_tiempo
11. 1p_total actividades_ calificadas_tiempo

12. 1p porcentaje_aprobados

Para el segundo parcial (identificadas al inicio por
“2p”) se tienen:

13. 2p total actividades asignadas
14. 2p total actividades evaluativas

15. 2p porcentaje_evidencias_calificadas

16. 2p total actividades calificadas

17. 2p total actividades entregadas

18. 2p porcentaje evidencias_calificadas_tiempo
19. 2p total actividades calificadas tiempo

20. 2p_porcentaje_aprobados

Variables que miden las caracteristicas finales del
semestre:

21. total actividades_calificadas
22. trabajos_por_calificar
23. correos_enviados

24. correos_recibidos

Concluida esta primera fase de limpieza —en la que el
numero de variables se redujo de 37 a 24—, se revisaron
los registros del conjunto de datos. De los 1 773 registros
iniciales, 620 correspondian a comunidades abiertas que
no presentaron actividad alguna; dichos registros se
eliminaron, dejando un total de 1 153 registros validos.

Gracias a esta depuracion, el total de valores faltantes del
conjunto de datos disminuydé un 16,01 %. Esta
depuracion responde a la flexibilidad de wuso de
plataformas digitales permitida en la modalidad mixta de
la UAEMéx. El conjunto final contiene exclusivamente
registros con evidencia de uso de la plataforma.

Las dimensiones del conjunto de datos resultante son:
e Registros validos: 1 153
e  Variables (caracteristicas): 24

e  Valores faltantes: 2 100 (4,94 % del total de
celdas)

2.3.1 Imputacién de datos

Para manejar los registros con datos faltantes, se realizd
su imputacion utilizando el algoritmo de los K-vecinos
mas cercanos (K-Nearest Neighbors, KNN). KNN es un
método ampliamente utilizado para imputacion de datos
faltantes, ya que estima los valores en funcion de las
observaciones mas similares dentro del conjunto de
datos, preservando su estructura interna [18]. El
funcionamiento del algoritmo es como sigue:

a) Seleccion del parametro k: Se determind que el
valor 6ptimo era k=4, ya que un numero demasiado
bajo o alto podria afectar la precision de la
imputacion.

b) Calculo de distancia: Se utilizd la distancia
euclidiana modificada, considerando valores nulos
como infinitamente lejanos para evitar sesgos.

c) Identificacion de  vecinos  cercanos:  Se
seleccionaron los 4 registros mas cercanos al punto
con datos faltantes.
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d) Estimacion de valores: Se calcul6 el valor faltante
como el promedio de las caracteristicas de los
vecinos seleccionados.

Tras la imputacion, el conjunto de datos quedo con 1,153
registros y 24 columnas sin valores faltantes.

2.3.2 Tratamiento de valores atipicos

El siguiente paso del preprocesamiento consistio en la
deteccion y eliminacion de valores atipicos (outliers), ya
que estos pueden distorsionar los resultados del analisis.
Se utilizo el método z-score considerando como outliers
aquellos valores cuyo puntaje absoluto fuera mayor a 3,
asumiendo una distribucion normal de los datos. El
procedimiento consistio en:

a) Calculo del z-score para cada observacion en las
columnas numéricas.

Donde: x es el valor observado, p es la media muestral y
o la desviacion estandar de la muestra.

Tras este procedimiento se eliminaron 112 registros con
outliers para evitar sesgos en el analisis, dejando un
conjunto de datos final de 1,041 registros.

2.4. Modelado

El estudio emplea tanto modelos descriptivos como
predictivos. Para la fase descriptiva, dado que el conjunto
de datos original carece de categorias predefinidas sobre
tipos de docentes en SEDUCA, se recurrié a algoritmos
de aprendizaje no supervisado. Este enfoque permite
descubrir, de manera autébnoma, patrones y estructuras
ocultas en datos “en bruto” sin necesidad de etiquetas
previas. A diferencia del aprendizaje supervisado, que
requiere conjuntos de datos previamente categorizados;
en el aprendizaje no supervisado se aplican técnicas de
clustering (agrupamiento) por ejemplo: K-means,
jerérquico [19].

Para la etapa de prediccion, los perfiles docentes
obtenidos mediante técnicas de clustering (etapa
descriptiva) se utilizan como etiquetas supervisadas para
entrenar un modelo de Random Forest (RF). Acorde a
[20], RF es un algoritmo que tiene la finalidad de
construir un conjunto de arboles de decision entrenados
sobre muestras y subconjuntos de caracteristicas
seleccionados aleatoriamente, y luego combinar sus
predicciones para mejorar la precision y estabilidad del
modelo. Al aplicar aprendizaje supervisado en la fase
predictiva, se garantiza que el sistema aproveche la
estructura descubierta en los datos para generar
predicciones precisas y rigurosas, ampliando asi la
utilidad practica de los resultados en entornos educativos
virtuales.

Con el fin de optimizar el rendimiento, se utilizo
bisqueda en cuadricula (Grid Search) para ajustar
exhaustivamente hiperparametros clave (nimero de
estimadores, profundidad maxima y tamafio minimo de

muestra por division), [21]. Esta optimizacion garantizé
una configuracién de parametros que maximizé la
exactitud del modelo y mejor6 su capacidad de
generalizacion en nuevos registros.

Para facilitar la interpretacion gréafica de la segmentacion
obtenida, las 24 variables finales se sometieron a un
Andlisis de Componentes Principales (PCA) reduciendo
la dimensionalidad a los dos primeros componentes, que
capturan la mayor parte de la varianza. Sobre esa
proyeccion  bidimensional se representaron las
asignaciones de K-means y de agrupamiento jerarquico.

2.5 Evaluacién del modelo

Para verificar la robustez del enfoque se emplearon
técnicas especificas tanto para clustering como para
clasificacion

2.5.1 Validacién del clustering descriptivo

Para evaluar la calidad del agrupamiento generado (fase
descriptiva) se empleo el coeficiente de silueta el cual
mide la cohesidn interna de cada cluster y su separacion
respecto a los demas [22]. Se calculé el valor de silueta
para cada observacién y se obtuvo un promedio global
por método (K-means y agrupamiento jerarquico). Un
coeficiente cercano a 1 indica agrupamientos bien
definidos, mientras que valores préximos a 0 o0 negativos
sugieren solapamiento entre clisteres. Los resultados de
silueta de ambos métodos se compararon para determinar
cudl ofrecia una segmentacion mas consistente antes de
proceder a la fase predictiva.

2.5.2 Validacién del modelo predictivo

Para garantizar la robustez y la capacidad de
generalizacion del Random Forest se aplicaron las
siguientes técnicas:

a) Validacion cruzada (5-fold): durante el proceso de
optimizacién de hiperparametros con GridSearch se
particiond el conjunto de entrenamiento en cinco
subconjuntos, de modo que en cada iteracion uno se
destin6 a prueba y los demds a entrenamiento,
minimizando el riesgo de sobreajuste.

b) Matriz de confusion: Esta matriz, de dimension
equivalente al nimero de clases, permite identificar tanto
las instancias correctamente clasificadas (ubicadas en la
diagonal principal) como los errores de clasificacién
(fuera de la diagonal). La Tabla 2 ilustra este concepto
para un problema binario.

c)

Tabla 2. Matriz de confusion

Prediccién Clase Prediccion Clase

*) 0

Clase real (+)  Verdadero positivo  Falso negativo (FN)
(VP)

Clase real (-) Falso positivo (FP)  Verdadero negativo
(VN)
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Nota: La matriz de confusion muestra la comparacion entre las clases
reales y las predicciones del modelo. En la diagonal principal se
representan las instancias correctamente clasificadas para cada clase,
mientras que los valores fuera de la diagonal indican las instancias mal

clasificadas.

De este modo, las siguientes medidas pueden ser
obtenidas:
1. Exactitud (Accuracy): Proporciéon de predicciones

correctas realizadas por el modelo.
VP +VN 0)

(VP +VN + FP + FN)

2. Precision (Precision): Proporcién de predicciones
positivas correctas entre todas las predicciones

positivas realizadas por el modelo.
VP

(VP + FP) 3

3. Sensibilidad (Recall): Es la proporcion de ejemplos
positivos reales correctamente identificados por el
modelo.

vp 4
(VP +FN)

4. Fl-score: sirve para evaluar el equilibrio entre
precision y sensibilidad del modelo, especialmente
atil cuando las clases estan desbalanceadas y se
requiere una métrica que penalice tanto los falsos

positivos como los falsos negativos.
(2 * Precision x Recall ) (5)

(Precisién + Recall)

Para completar la fase descriptiva y preparar la
validacion estadistica de los perfiles identificados, se
incorporé un andlisis de varianza de una via (ANOVA)
sobre las variables seleccionadas el cual mide la
significacion estadistica de las diferencias entre las
medias de los grupos determinados en la variable
dependiente por los valores de las variables
independientes [23]. Este procedimiento permite
confirmar que las segmentaciones no son atribuibles al
azar, sino que reflejan diferencias reales en el
comportamiento docente.

3. Resultados

En esta seccion se presentan los datos obtenidos tras la
aplicacion de la metodologia, correspondientes a la fase
de despliegue (deployment).

3.1 Agrupamiento descriptivo

Para explorar la estructura latente en los datos se
aplicaron dos algoritmos de agrupamiento no
supervisado: K-means: método de particion que asigna
puntos a k centroides iterativamente para minimizar la
inercia y Agrupamiento jerarquico: técnica aglomerativa
que construye un  dendrograma  fusionando
progresivamente los grupos segun su distancia. Con estos
dos enfoques se obtuvo una vision comparativa de la
cohesion y separacion de los grupos antes de proceder a
elegir el numero Optimo de clusteres y validar la
segmentacion.

Para determinar el nimero 6ptimo de clUsteres se aplicd

el método del codo (Elbow Method) sobre la inercia
(WCSS) para valores de k entre 1 y 10. Como puede
verse en la Figura 4, la reduccién de WCSS se desacelera
notablemente en k=3, lo que sugiere esa particion.

22000

20000

18000

16000

Inercia

14000

12000

10000

8000

2 ) 6 8 10
Numero de clusters

Figura 4. Método del Codo

Nota: Se ubica al 3 como mejor nimero de clusters.

Se construy6 un dendrograma usando enlace promedio.
Al cortar el arbol en la distancia umbral de maxima
separacion (nivel 50), surgieron también tres clusteres
bien definidos (Figura 5).

Figura 5. Dendrograma con corte a tres clusteres

Nota: la linea indica el nivel de corte.

El coeficiente de silueta promedio reforzé la eleccion de
k=3: 0,3155 para K-means y 0,2920 para jerarquico, lo
que sefiala una segmentacién ligeramente mas nitida con
K-means (ver figura 6). Estos resultados indican que,
aunque ambos métodos identificaron una estructura de
clusteres en los datos, K-means logrd una mejor cohesion
interna y separacion entre los grupos.

Wimero de clusters

Figura 6. Coeficiente de silueta

Nota: Coeficiente de silueta con agrupamiento k medias
(izquierda) y con agrupamiento jerarquico (derecha).

La validacion del agrupamiento mediante el coeficiente
de silueta sugiere que la estructura con tres clUsteres es
adecuada y que el método de K-means proporciona una
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segmentaciéon mas clara del desempefio docente. A
continuacion, se muestra como se distribuyen los 1041
grupos gestionados por los docentes en los tres cllsteres
identificados (Tabla 3). Las etiquetas se mantienen
genéricas —Cluster 1, Cluster 2 y Cluster 3— hasta
completar el andlisis de sus caracteristicas y determinar
posteriormente el perfil de cada uno.

Tabla 3. Distribucion de registros por clister (n=1041)

Claster Registros %
1 158 15%
2 687 66%
3 196 19%

Nota: Fuente: elaboracion propia (2024)

Estos resultados confirman la existencia de tres perfiles
basicos de gestion de grupos docentes y sirven como
fundamento para la etapa predictiva.

Se aplicd un Analisis de Componentes Principales (PCA)
a las 24 wvariables preprocesadas, reduciendo la
dimensionalidad a dos ejes (PC1 y PC2) que capturan la
mayor parte de la varianza.

PCA con K-means PCA con Jerérquico

Tabla 4. Hiperparametros 6ptimos y exactitud (%)

Método No. Profundidad Minimo Exactitud
arboles max de
muestras
K-means 200 10 2 95.2%
Agrupamiento 50 10 2 97.6%
jerarquico

Custers
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Figura 7. PCA de perfiles docentes (K-means vs. jerarquico)

Nota. Cada simbolo (circulo, cuadrado, tridngulo) representa uno de
los tres clisteres; los tonos de gris permiten la lectura en escala de
grises. Los ejes PC1 y PC2 corresponden a las dos primeras
componentes principales del andlisis de 24 variables preprocesadas,
usadas Unicamente para visualizacion de la distribucion de los grupos.
Fuente: elaboracion propia (2024)

En conjunto, la proyeccion PCA confirma visualmente la
cohesion y separacién de los tres perfiles docentes
identificados por ambos métodos de agrupamiento
(Figura 7). La clara delimitacion observada en el plano
PC1-PC2 refuerza la eleccién de k=3 y valida la
estructura de clusteres obtenida.

3.2 Clasificacion predictiva

Para asignar cada grupo nuevo a uno de los perfiles
descubiertos se entrené un Random Forest. Con el fin de
garantizar la mejor configuracion del modelo se empleo
Grid Search con validacion cruzada de cinco pliegues,
explorando combinaciones de: Numero de &rboles
(n_estimators), Profundidad maxima (max_depth),
Minimo de muestras por division (min_samples_split).

La Tabla 4 resume los valores que maximizaron la
exactitud sobre el 20% de datos reservados:

Nota: Validacion cruzada (cv = 5) sobre el conjunto de prueba.
Fuente: elaboracion propia (2024)

Con estos parametros se obtuvo un modelo robusto y
listo para su evaluacién final. EI Random Forest
entrenado se probd sobre datos no vistos y su desempefio
se cuantificd mediante:

a) Matriz de confusion (Figura 8), que muestra aciertos
y errores por cluster.

b) Reporte de clasificacion (Tablas 5 y 6), con
precision, recall y F1-score para cada grupo.

Figura 8. Matriz de confusion obtenido con K-medias (a) y con
agrupamiento jerarquico (b)

2
Predicted label Predicted label

Nota. Mapa de calor de la matriz de confusién generada por K-means
(a) y agrupamiento jerarquico (b), validado mediante Random Forest.
Indica la distribucién de clasificaciones correctas e incorrectas en los
grupos formados. Fuente: elaboracién propia (2024)

Tabla 5. Reporte de clasificacion del algoritmo K-medias

grupo precision recall F1 score
1 96% 96% 96%
2 95% 98% 96%
3 95% 87% 91%

Nota. Resultados de precision, recall y F1-score para cada grupo
generado por el algoritmo K-medias, validados mediante Random
Forest. Fuente: Elaboracién propia (2024)

Tabla 6. Reporte de clasificacion del algoritmo de Agrupamiento
Jerarquico

Grupo  Precision Recall  F1 score

1 96% 100% 98%
2 94% 84% 89%
3 98% 99% 99%

Nota. Resultados de precision, recall y F1-score para cada grupo
generado por el algoritmo de Agrupamiento Jerarquico, validados
mediante Random Forest. Fuente: Elaboracion propia (2024)

Estos indicadores —todos por encima de 89% y una
exactitud global por encima de 95%— demuestran la

48 TE&ET N° 43 | Enero-Junio 2026 | ISSN 1850-9959 | UNLP - Facultad de Informatica- Secretaria de Postgrado



K. Brunett Zarza, R. M. Valdovinos Rosas, P. del C. Montafio Reyes, J. Jacobo Gémez Quirdz, “Patrones de desempefio docente en Educacion a

Distancia utilizando aprendizaje automatico,” pp. 41-54

capacidad del modelo para asignar nuevos registros a los
perfiles definidos.

Tras comparar ambas técnicas de agrupamiento, se
decidié continuar el analisis con los clUsteres obtenidos
mediante K-means, dado que presentaron un mayor
coeficiente de silueta y ofrecieron una separacion mas
clara entre perfiles. Todas las comparaciones de medias
(ANOVA) vy el entrenamiento del modelo predictivo se
basan en esta segmentacion de K-means.

3.3 Caracterizacion estadistica de los perfiles
docentes

Se aplica un analisis de varianza (ANOVA) para
contrastar de forma rigurosa las diferencias de medias
entre los grupos y confirmar su significacion estadistica.
Finalmente, mediante diagramas de caja se visualiza la
dispersion, mediana y rangos intercuartilicos de las
principales métricas de desempefio, lo que facilita una
comprension clara y comparativa de las caracteristicas
distintivas de cada perfil de gestién de grupos virtuales.

3.3.1 Importancia de variables

El analisis de las variables més relevantes en un proceso
de agrupamiento es esencial para entender los factores
gue contribuyen a la segmentacion de los datos.
Identificar las variables que mas influyen en la formacion
de estos clusteres permite no solo interpretar mejor los
resultados, sino también optimizar y ajustar los modelos
de agrupamiento, especialmente cuando se busca mejorar
la precision y la consistencia de las agrupaciones. Las
variables mas importantes segin el agrupamiento
realizado con el algoritmo de K-means se muestran en la
Figura 9. Hay que recordar que el prefijo 1p hace alusion
al primer parcial y el 2p al segundo parcial.
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Figura 9. Caracteristicas mas relevantes

Nota: Las tres variables mas relevantes para definir la clasificacion de
la docencia virtual son: total de variables calificadas en el 2°y ler
parcial, y el total de actividades calificadas.

Al analizar las 21 variables cuantitativas, se encontré que
las variables mas relevantes son: el total de actividades
calificadas en el segundo y primer parcial, y la variable
total de actividades calificadas. Lo que indica que el
nimero total de actividades calificadas, tanto en los
parciales como en su totalidad, juega un papel
fundamental en la caracterizacion de la docencia virtual
en el contexto estudiado. Y las tres variables menos

importantes para el agrupamiento resultaron ser: trabajos
por calificar, correos recibidos y nimero de alumnos.

3.3.2. Anélisis de varianza (ANOVA)

Para evaluar la significancia de las diferencias entre los
tres clusteres obtenidos, se aplicod un ANOVA de una via
con 0=0.05. Inicialmente, este analisis se extendio a las
21 variables numéricas, registrandose valores
p<3,34x107 en todas ellas, lo que permite rechazar la
hipétesis nula de igualdad de medias.

A continuacién, se centr6 el ANOVA en los tres
indicadores clave que sustentan la segmentacién: Total
de actividades calificadas en el primer parcial, Total de
actividades calificadas en el segundo parcial, Porcentaje
de evidencias calificadas a tiempo. Los resultados se
muestran en la Tabla 7.

Tabla 7. Resultados del ANOVA para indicadores clave de desempefio
docente

Variable F p-valor
Total actividades calificadas (ler 907.12 < 0.001
parcial)

Total actividades calificadas (2° 974.01 < 0.001
parcial)

% evidencias calificadas a tiempo 229.43 < 0.001
(Ler parcial)

Nota. Valores de F y p valor aplicacion de ANOVA

3.3.3. Interpretacion de clusteres y analisis
estadistico

En la visualizacion de los datos, se emplearon diagramas
de caja y graficos de barras para examinar las diferencias
entre los clusteres. El diagrama de caja (Figura 10) de las
tres variables mas representativas para la clasificacion
ilustra como las medias de las actividades calificadas
varian significativamente entre los clusteres, donde el
tercer cluster muestra un numero considerablemente
mayor de actividades calificadas en comparacion con los
dos primeros. Esta diferencia destaca las variaciones en
la carga de trabajo asignada a cada grupo.

Earat 2 20 1tal a0Tvicdes CalGa0as. Serpiet 02 Ip 95 Bchitaces e

Banplo e total sctvelytes caliicatas

Figura 10. Diagrama de caja de las 3 variables mas relevantes
catalogadas por nimero de cluster

Nota: Se observa una diferencia significativa en los valores de cada
grupo para cada una de las variables con valores mas altos en las 3
caracteristicas para el cluster No. 3.

Hasta este punto, la clasificacion podria interpretarse
unicamente en funcion de la cantidad de actividades
calificadas durante el primer y segundo parcial. El cluster
3, en los tres casos analizados, destaco por un desempefio
superior al calificar un mayor niimero de tareas.
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Sin embargo, existen otras variables clave que permiten
analizar mdas profundamente el desempefio de los
docentes y clasificar a los clusteres en categorias de areas
de mejora, promedio y superior: porcentaje de evidencias
calificadas a tiempo en el primer y segundo parcial y total
de actividades entregadas.

La variable porcentaje de evidencias calificadas a tiempo
mide si las actividades fueron retroalimentadas dentro
del plazo estipulado, independientemente de la cantidad
de actividades asignadas. En el caso de SEDUCA, el
tiempo ideal sugerido para retroalimentar es de 72 horas
posteriores a la recepcion de la actividad. En el cluster 3,
esta variable presenta un rango intercuartilar menor,
indicando menos dispersion, y puntajes mas altos. Como
se observa en la Figura 11, el primer cuartil se encuentra
cercano a 0.8 (0.74 en el primer parcial (a) y 0.73 en el
segundo parcial (b)), lo que indica que el 75% de los
docentes en este clister califican mas del 70% de las
evidencias asignadas dentro del plazo establecido en
ambos parciales. Esto sugiere que la mayoria de los
docentes en este grupo cumplen con el tiempo esperado
para la retroalimentacion.

Bocplot de 2p_porcentaje_evidencias calficadas tiempo
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Figura 11. Diagrama de caja de la variable: porcentaje de evidencias
calificadas a tiempo del primer y segundo parcial

Nota. Los datos de la variable porcentaje de evidencias entregadas a
tiempo del primer y segundo parcial son muy similares en los grupos
2y3.

Otra variable que refuerza la categorizacion del cluster 3
como el de mejor desempefio es el total de actividades
entregadas. Este cluster (el 3) tiene el valor mas alto, lo
que indica que, aunque asignan mas actividades, los
estudiantes responden entregandolas en tiempo y forma.
Esto refleja una participacion mas alta por parte del

estudiantado en la entrega de tareas (Figura 12).
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Figura 12. Valores por grupo de la variable: total de actividades
entregadas primer y segundo parcial.

Nota. Se observa que el grupo 3 es el que tiene una mayor cantidad de
evidencias entregadas tanto en el primer como en el segundo parcial,
esto refleja participacion por parte de los estudiantes.

Por ultimo, las Figuras 13 y 14 presentan los resultados
variables que, segun la Figura 8, fueron identificadas
como las menos relevantes para la clasificacion: nimero

de estudiantes por grupo y cantidad de correos
enviados/recibidos. Contrario a lo que se podria esperar,
estos factores no tienen una influencia significativa en la
clasificacion del desempefio docente.

En la Figura 13, se observa que el clUster 3 tiene en
promedio 30 estudiantes por grupo, un valor similar al
del cluster 1, mientras que el cllster 2 presenta un
promedio de menos de 20 estudiantes por grupo. Esto
indica que el tamafio del grupo no es un factor
determinante en el desempefio docente.

Boxplot de alumnos
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Figura 13. Nimero de estudiantes por grupo

Nota. Se observa que el grupo 1 y 3 tienen un nimero similar de
estudiantes. Fuente: Elaboracion propia (2024)

Por otra parte, la comunicaciéon a través del correo
electrénico tampoco parece ser una variable clave en la
clasificacion. Como se muestra en la Figura 14, los
clasteres 2 y 3 tienen niveles similares de interaccién
mediante correo electrénico, aunque pertenecen a
categorias diferenciadas. Sin embargo, el cluster 1, que
representa el grupo con menor desempefio, muestra una
notable reduccion en la cantidad de correos enviados y
recibidos. Esto sugiere que los docentes en este cluster
tienen una menor interaccién con los estudiantes dentro
de la plataforma.

Bosplot de correas recibidos Boxplot de correos enviados
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Figura 14. Correos enviados y correos recibidos clasificados por
clister

1

A partir del analisis de las interacciones registradas en la
plataforma SEDUCA, se logro clasificar el desempefio
docente en tres tipos diferenciados, a partir de la
aplicacion de técnicas de mineria de datos. Este
procedimiento permitio identificar patrones comunes en
las practicas de los docentes, dando lugar a una tipologia
que puede resumirse de la siguiente manera:
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Tabla 8. Clasificacion de docentes

Cluster Nombre del perfil n=1041 %
Con areas de Comunidades con 158 15%
mejora docentes virtuales en
desarrollo
Desempefio Comunidades con 687 66%
Promedio docentes virtuales
moderados
Comunidades con 196 19%
Desempefio docentes lideres de
sobresaliente interaccion

Nota: Elaboracién propia (2024)

Los docentes del Perfil 1 — Area de mejora (15 %) se
caracterizan por un bajo volumen de interaccion:
califican pocas actividades en ambos parciales y
muestran rangos muy ajustados alrededor de valores
bajos. Su porcentaje de evidencias calificadas a tiempo
rara vez supera el 40 %, lo que indica que la
retroalimentacion suele ser tardia. Ademas, registran la
menor cantidad de entregas estudiantiles, reflejando un
compromiso limitado tanto de los profesores como de sus
estudiantes con las tareas asignadas.

En contraste, los del Perfil 2 — Desempefio promedio
(66 %) mantienen un nivel de actividad intermedio pero
algo dispar: sus medianas de actividades calificadas se
sitlan entre los dos extremos y presentan una dispersion
notable, lo que revela heterogeneidad interna. Su
porcentaje de evidencias a tiempo roza el 70 %, con
docentes que tanto superan como quedan por debajo de
ese umbral. Del mismo modo, el nimero de entregas de
los alumnos es moderado, aunque con varios casos que
se acercan al perfil més activo o, por el contrario, al mas
bajo.

Por altimo, los del Perfil 3 — Desempefio sobresaliente
(19 %) destacan por una actividad intensiva y constante:
califican un alto ndmero de actividades en ambos
parciales y mantienen porcentajes de evidencias
calificadas a tiempo superiores al 90 %. La participacion
estudiantil es también muy elevada, con casi la totalidad
de las actividades entregadas y escasos valores atipicos
hacia abajo. Este grupo refleja un uso riguroso de la
plataforma y un fuerte compromiso pedagdgico.

Mas alla de la segmentacién metodoldgica en clisteres,
lo relevante de este andlisis es la posibilidad de
caracterizar perfiles docentes distintos a partir de sus
précticas reales en la plataforma. Estos perfiles permiten
proponer estrategias diferenciadas de mejora que
respondan a las necesidades especificas de cada grupo,
promoviendo asi una ensefianza en linea més eficaz y
equitativa.

Conclusiones

La consolidacion de la minerfa de datos educativos
(EDM) como disciplina interdisciplinaria ha permitido

pasar de simples andlisis descriptivos a marcos
metodoldgicos robustos que integran estadistica,
aprendizaje automatico y preguntas pedagdgicas. En este
sentido, [24] definen EDM como un area emergente
centrada en el desarrollo y aplicaciéon de métodos para
analizar conjuntos de datos generados en contextos
educativos, destacando metodologias clave como
clasificacion, regresion, clustering y mineria de reglas de
asociacién para extraer conocimiento accionable. De
manera complementaria, [25] subrayan la imperativa
necesidad de incorporar EDM en el ambito formativo
para orientar a docentes y autoridades en la mejora de la
ensefianza virtual.

Al explorar entornos de educacion en linea, [26] ilustran
cémo EDM facilita la identificacion de patrones de
interaccion de estudiantes con materiales y tutores, al
tiempo que advierten sobre la frecuente omision de
detalles criticos en el procesamiento de los datos. El
presente estudio responde a esa deficiencia con un
preprocesamiento exhaustivo —seleccion y depuracién
de variables, imputacion por K-NN y eliminacion de
outliers— que garantiza la fiabilidad de las etapas de
clustering y clasificacion.

La evaluacion docente ha cobrado un papel central en
EDM, [27] revisan sistematicamente técnicas que
incluyen ldgica difusa, clustering, redes neuronales,
arboles de decisién y Random Forest para predecir la
calidad docente a partir de datos de estudiantes,
evidenciando la eficacia de los clasificadores
supervisados en este campo. Esta perspectiva conecta
directamente con la fase predictiva de la presente
investigacion, en la que un modelo Random Forest
asigna nuevos casos a los perfiles docentes identificados.

Desde el punto de vista metodologico, una revision de la
aplicacion de CRISP-DM confirma que, a pesar de contar
con mas de dos décadas de vigencia, sigue siendo el
estandar de facto en proyectos de mineria de datos,
aunque muchas investigaciones omiten la fase de
despliegue [28]. El trabajo aqui descrito completa de
forma coherente todas las etapas de CRISP-DM —desde
la comprension del negocio hasta la evaluacion
estadistica 'y predictiva—, fortaleciendo asi la
replicabilidad y la utilidad préctica de sus resultados.

Este estudio confirma la capacidad de EDM para perfilar
al docente virtual en SEDUCA y predecir su
comportamiento, consolidando a la mineria de datos
como un verdadero método de investigaciéon educativa
que aporta conocimiento para ser considerado por las
Instituciones de Educacion Superior; por ejemplo, al
mapear y predecir perfiles se puede:

o Anticipar necesidades de formacién: identificar
tempranamente a los docentes que requieren
acompafiamiento.

e Personalizar intervenciones: diseflar cursos 'y
recursos ajustados a cada estilo de conduccién
virtual.

e Optimizar procesos de seleccidon y contratacion,
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orientandolos hacia perfiles de alto desempefio y
reforzando las areas de mejora.

En el contexto institucional de la UAEMEéX, esta
clasificacion puede servir como herramienta de gestion
académica, permitiendo identificar a docentes que
requieren apoyo o0 capacitacion adicional, asi como
reconocer y sistematizar buenas practicas. Su aplicacion
podria extenderse al disefio de programas de formacion
diferenciados segun el perfil de desempefio, con enfoque
en la mejora continua.

No obstante, el estudio presenta algunas limitaciones. La
informacion analizada proviene exclusivamente de
SEDUCA, por lo que no se consideran otras estrategias
pedagogicas aplicadas fuera de la plataforma. La
inclusion de datos cualitativos, como encuestas a
estudiantes o analisis de contenido en foros, permitiria
enriquecer la interpretacion de los patrones detectados.
Por ultimo, la utilizacion de las variables: Carrera y
Espacio académico podrian considerarse en trabajos
posteriores con la intencion de identificar la relacion
existente entre ellas.
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