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Resumo 

Este artigo apresenta a criação de um algoritmo não 

supervisionado para geração de trilhas de aprendizagem 

com base no grau de dificuldade, na prioridade do 

conteúdo e no desempenho do profissional. Uma trilha de 

aprendizagem é um plano estruturado e organizado que 

descreve uma série de atividades educacionais ou de 

treinamento destinadas a ajudar os indivíduos a adquirir 

conhecimentos ou habilidades específicas. Normalmente, 

inclui uma progressão sequencial de tópicos e atividades, 

como materiais de leitura, aulas em vídeo e exercícios 

interativos. Todos destinados a atingir objetivos de 

aprendizagem. Uma das principais dificuldades 

encontradas em sua construção está associada à obtenção 

de trilhas personalizadas que respondam às necessidades 

específicas de cada profissional. Ao considerar que um 

instrutor deve criar trilhas para vários alunos, a tarefa 

torna-se inviável de ser executada, sendo necessária a 

utilização de algoritmos que auxiliem na geração 

automática dessas trilhas. O algoritmo desenvolvido foi 

incorporado na plataforma de qualificação e avaliação 

continuada da startup Xeduca e aplicada em um grupo de 

encarregadas de limpeza hospitalar com resultados 

positivos e que encorajam a continuação do projeto.  

Palavras-chave: Trilhas de aprendizagem; Plataforma 

educacional; Treinamento corporativo; Realidade virtual; 

Meta-heurísticas; Aprendizagem de máquina. 

Abstract 

 This article presents the creation of an unsupervised 

algorithm for generating learning paths based on the 

degree of difficulty, content priority and professional 

performance. A learning path is a structured, organized 

plan that outlines a series of educational or training 

activities designed to help individuals acquire specific 

knowledge or skills. Typically, it includes a sequential 

progression of topics and activities, such as reading 

materials, video lessons, and interactive exercises. All 

aimed at achieving learning objectives. One of the main 

difficulties encountered in its construction is associated 

with obtaining personalized trails that respond to the 

specific needs of each professional. When considering that 

an instructor must create trails for several students, the 

task becomes unfeasible to perform, requiring the use of 

mailto:rodrigo.pasti@somma.ai
mailto:avnetto@unifesp.br


 

 

 

 
R. Pasti, A. V. Netto, “Gerador de trilhas de aprendizagem adaptativo e não supervisionado para plataforma de treinamento de profissionais,” pp. 139-147 

 

140                                                      TE&ET N° Especial 37 | Abril 2024 | ISSN 1850-9959 | UNLP - Facultad de Informática - Secretaría de Postgrado 

algorithms that help in the automatic generation of these 

trails. The algorithm developed was incorporated into the 

qualification and continuous evaluation platform of the 

startup Xeduca and applied to a group of hospital cleaning 

staff with positive results that encourage the continuation 

of the project. 

Keywords: Learning pathway; Educational platform; 

Corporate training; Virtual reality; Metaheuristics; 

Machine learning. 

1. Introdução 

Os desafios para a educação corporativa são crescentes em 

um mundo em constante mudança incluindo 

transformações digitais em todas as áreas do 

conhecimento. Este cenário de velocidade acelerada exige 

novas competências e habilidades para os profissionais do 

futuro. A pandemia da COVID 19 acelerou a necessidade 

de inovação nos processos de ensino. Trouxe uma 

mudança de paradigma aos programas educacionais com o 

objetivo de dar uma resposta adequada às demandas do 

treinamento à distância [1].  

Neste contexto de inovação na educacional profissional, a 

aprendizagem ativa [2] é crucial para desenvolver 

competências de pensamento crítico, técnicas de 

comunicação, resolução de problemas entre outros [3] [4]. 

Para que a aprendizagem seja eficaz e personalizada às 

necessidades do aluno é importante construir uma trilha de 

aprendizagem para aprimorar o processo de ensino. 

Uma trilha de aprendizagem é um plano estruturado e 

sequenciado projetado para orientar os indivíduos por 

meio de uma série de atividades educacionais ou de 

treinamento com o objetivo de adquirir conhecimentos ou 

habilidades específicas. As trilhas de aprendizagem são 

comumente usadas em vários ambientes educacionais e 

profissionais, incluindo escolas, faculdades, 

universidades, cursos on-line, programas de treinamento 

corporativo e aprendizagem autodirigida. As trilhas de 

aprendizagem são organizadas em uma sequência lógica, 

com tópicos e atividades organizados de uma forma que se 

baseia em conhecimentos ou competências previamente 

adquiridos. Esta abordagem sequencial garante que os 

alunos progridam dos conceitos básicos aos avançados de 

maneira sistemática. A construção de uma trajetória de 

aprendizagem é essencial para a formação adequada dos 

alunos e para possibilitar a avaliação de desempenho dos 

instrutores. Muitas vezes, uma trilha de aprendizagem 

deve ser adaptada às necessidades específicas de um aluno 

ou de um grupo de alunos [5]. 

Construir uma trajetória de aprendizagem requer pensar 

nas necessidades, conteúdos, dificuldades e possíveis 

desenvolvimentos de cada pessoa em cada etapa do 

processo de aprendizagem, podendo ser inviável que seja 

realizada por uma só pessoa devido ao elevado número de 

possibilidades. A necessidade de utilização de algoritmos 

que auxiliem na geração dessas trilhas é evidente.  

Neste artigo é proposto um novo algoritmo para geração 

de trilhas de aprendizagem baseado na construção de uma 

árvore de possibilidades, onde os ramos representam os 

diferentes caminhos, e cada nó da árvore representa uma 

etapa do processo de aprendizagem. A evolução da trilha 

de aprendizagem é construída por meio de três 

informações: atividades a ser realizada, dificuldade, 

prioridade de cada atividade e desempenho do aluno ao 

longo da trilha. O algoritmo foi validado em um ambiente 

de aprendizagem ativa utilizando uma plataforma de 

treinamento imersivo baseado em Realidade Virtual para a 

área de limpeza hospitalar. O conteúdo conta com roteiros 

produzidos buscando a aprendizagem ativa dos alunos, 

onde são apresentadas situações de rotina do dia a dia do 

profissional encarregado da limpeza de um hospital de 

grande porte da cidade de São Paulo (SP).  

Este artigo está organizado da seguinte forma: a seção 

dois abrange a definição formal de um trilha de 

aprendizagem, geração automática e revisão de literatura. 

A seção três propõe o novo algoritmo para geração de 

trilhas. A seção quatro apresenta resultados teóricos 

obtidos pelo algoritmo. Na seção cinco são apresentados 

os resultados com trilhas que variam com o desempenho 

do aluno. A seção seis descreve o ambiente de 

aprendizagem e resultados sobre o algoritmo. Por fim, 

segue a seção de conclusão e perspectivas futuras de 

pesquisas. 

2. Geração automática de trilhas 

Durante o processo de geração de conhecimento é 

possível construir conteúdos e desenvolver habilidades de 

resolução de problemas, bem como habilidades de 

aprendizagem autodirigida [6]. É importante que esta 

formação se baseie na utilização de trilhas de 

aprendizagem que permitam a personalização do ensino 

[7]. O processo de personalização não é uma tarefa fácil, 

porém, para o aluno, os benefícios da personalização estão 

relacionados à motivação que substitui a frustração e à 

maximização da aprendizagem, no sentido que o aluno 

tenha oportunidade de aprender individualmente, com o 

grupo, com o uso de tecnologias e, efetivamente, com o 

professor. As trilhas de aprendizagem são definidas como 

“caminhos” virtuais de aprendizagem, capazes de 

promover e desenvolver competências relativas ao 

conhecimento, atitude, interação, interatividade e 

autonomia [8]. Ou seja, as trilhas de aprendizagem são 

caminhos flexíveis e alternativos para o desenvolvimento 

intelectual. Elas são sequências de atividades criadas em 

diferentes mídias com o objetivo de serem 

complementares entre si e construir conhecimento sobre 

um tema. As trilhas de aprendizagem podem ser 

individuais, detalhadas e metódicas, contendo diferentes 

itinerários para o aluno navegar, dependendo de suas 

habilidades, sendo fundamentais para o processo de 

ensino-aprendizagem [9]. 

A construção de uma trilha de aprendizagem é essencial 

para a formação adequada dos alunos e para possibilitar a 

avaliação de desempenho dos instrutores. Porém, dadas às 

inúmeras possibilidades de combinações de atividades 

personalizadas e número de interações, a construção 

manual das trilhas por vezes torna-se um processo difícil e 
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demorado. Muitas vezes torna-se inviável construí-las 

manualmente. Em casos como esses, fica evidente a 

necessidade de empregar algoritmos que gerem 

automaticamente trilhas de aprendizagem.  

Na literatura é possível encontrar diversas propostas de 

algoritmos para geração automática de trilhas. Existem 

diversas abordagens distintas, e fica claro que a escolha do 

algoritmo ou método depende do contexto e da 

necessidade de cada caso. A proposta deste artigo se 

encontra no escopo da geração de um curso todo antes do 

seu início, e essa por sua vez, ser composta de atividades, 

também chamadas de objetos de aprendizagem [10]. Essa 

abordagem é conhecida como geradora de curso [10]. 

Também é possível encontrar abordagens que constroem a 

trilha na medida com que o aluno vai realizando as 

atividades, e considera o desempenho do aluno como 

retroalimentação para decidir qual o caminho a seguir. 

Embora, a abordagem deste artigo gere o curso todo antes 

do início, ela também usa o desempenho do aluno como 

informação para gerar a trilha. Uma terceira abordagem é 

o uso de informações de outros alunos para recomendar 

conteúdo para novos alunos com perfis similares [10], a 

qual não é empregada neste artigo. 

Dentre as abordagens geradoras de curso, é possível 

encontrar diversas propostas na literatura, as quais usam 

distintos métodos e algoritmos para gerar trilhas de 

aprendizagem. Essas abordagens fazem uso de algoritmos 

de aprendizagem de máquina, métodos de otimização, 

métodos baseados em grafos, e meta heurísticas ou 

algoritmos inspirados na natureza, como é o caso de 

algoritmos evolutivos. É possível destacar, por exemplo, o 

estudo presente em [11], que é uma abordagem mista 

entre aprendizagem de máquina [12] [13] e algoritmos 

inspirados na natureza, apresentou um método 

denominado ACO-Map, que gera caminhos em duas 

etapas utilizando o algoritmo Ant Colony Optimization 

com K-Means. Por sua vez, o estudo presente em [14] 

apresenta um método baseado em métodos de busca em 

grafos. Esse método gera as trilhas de aprendizagem 

baseado em um conjunto de entradas a respeito dos 

alunos. É citar outros métodos: 

 O uso de Support Vector Machine (SVM) e redes 

neurais com camadas Long Short-Term Memory 

(LSTM). [15]. 

 Utilização de regras de agrupamento e associação 

de dados em mapas conceituais [16].  

 Usando incorporações de palavras e word2vector 

[17].  

 Entre outros [18] [19] [10]. 

 

Por sua vez o algoritmo proposto neste artigo é baseado na 

geração de um grafo, no caso uma árvore, e a seleção das 

atividades que irão compor a árvore é baseada em 

equações de probabilidade. Sendo assim, o algoritmo 

proposto pode ser visto com uma abordagem de grafos e 

processos estocásticos em um contexto de meta-

heurísticas para geração de soluções [20]. 

3. Definição do algoritmo não 

supervisionado para caminhos de 

aprendizagem 

O algoritmo possui como premissa a geração de uma 

estrutura de árvore, onde cada nó representa uma atividade 

ou um conjunto de atividades a serem realizadas pelo 

aluno. Após completar uma atividade, o aluno é 

conduzido a um próximo nível da árvore. Em um próximo 

nível, o aluno poderá ser conduzido a diferentes 

atividades, e a escolha da atividade é baseada no 

desempenho do aluno, na dificuldade da atividade, e no 

tipo de conteúdo. O tipo de conteúdo define um rótulo 

para a atividade, e permite que seja atribuído qualquer tipo 

de rótulo em concordância com a necessidade da trilha. 

Neste artigo, o tipo de conteúdo foi definido como o nível 

de obrigatoriedade de uma tarefa. Ao completar diversas 

tarefas, o aluno será conduzido por uma trilha. A Figura 1 

apresenta um exemplo hipotético de árvore gerada pelo 

algoritmo. Cada nível é uma atividade realizada pelo 

aluno, e um possível caminho é indicado por meio das 

setas azul. 

  

Figura 1. Árvore que representa diversas trilhas de aprendizagem 

 

O algoritmo constrói automaticamente essa árvore tendo 

como mecanismo principal um processo estocástico de 

preenchimento da árvore. Esse processo é regido 

essencialmente por distribuições exponenciais e uniformes 

de probabilidade que determinarão qual atividade deve ser 

atribuída a um nó da árvore. Considerando um conjunto 

de atividades, o algoritmo percorre cada um dos nós da 

árvore, indo de menor a maior profundidade, e atribui uma 

atividade a cada um dos nós segundo uma probabilidade.  

O algoritmo não possui nenhum tipo de regra explícito 

que determina qual atividade um aluno deve cursar.   

A trilha resultante é decorrente da interação entre as 

atividades disponíveis e os caminhos possíveis da trilha, 

sendo que o processo todo ocorre de forma não 

supervisionada, ou seja, não existe uma função de 

avaliação que guia a construção das trilhas. O algoritmo 

pode ser aplicado em duas dinâmicas distintas: a árvore é 

gerada antes do treinamento (abordagem geradora de 

…
 

Primeira atividade 

Segunda atividade 

N-atividade 



 

 

 

 
R. Pasti, A. V. Netto, “Gerador de trilhas de aprendizagem adaptativo e não supervisionado para plataforma de treinamento de profissionais,” pp. 139-147 

 

142                                                      TE&ET N° Especial 37 | Abril 2024 | ISSN 1850-9959 | UNLP - Facultad de Informática - Secretaría de Postgrado 

curso), ou cada ramificação é gerada ao longo do 

treinamento (abordagem de Sequência do curso). No 

primeiro caso, é possível avaliar a trilha gerada e 

modificá-la caso necessário, porém se existirem muitas 

ramificações e níveis podem ser computacionalmente 

custosos gerar a trilha toda e armazená-la. Neste artigo, foi 

empregada a abordagem de gerar a árvore completa.  

Como já mencionado anteriormente, o algoritmo irá 

decidir qual o trilha de aprendizado do usuário por meio 

de três informações distintas: nível de dificuldade, tipo de 

conteúdo e desempenho do aluno.  

Para o nível de dificuldade e tipo de conteúdo, cada uma 

das informações deve ser representada por valores 

numéricos visto que esses valores são empregados em 

parâmetros para distribuições de probabilidade. Sendo 

assim, podem-se definir esses parâmetros como: 

 Nível de dificuldade. Pode variar de 1 a até d.   

 Tipo de conteúdo. Pode variar de 1 até n. 

Neste artigo, esses parâmetros possuem valores definidos 

como: nível de dificuldade é baixo, médio, alto e 

altíssimo; tipo de conteúdo é obrigatório, eletivo, optativo. 

Ambos são utilizados nos cálculos de probabilidade, e, 

portanto, os valores são convertidos para números inteiros, 

tendo respectivamente: 

 baixo - 1, médio - 2, alto - 3 e altíssimo - 4. 

 optativo - 1, eletivo - 2, obrigatório - 3  

 

O pseudocódigo do algoritmo é definido abaixo: 

Entradas: 

a: vetor contendo todas as atividades disponíveis. 

n: número de interações da trilha (profundidade da 

árvore).  

d: vetor de dificuldades de cada um dos roteiros. 

c: vetor contendo o tipo de conteúdo das atividades.  

1: T = gereArvore(profundidade = n) 

2: Para cada nó N da árvore T, faça: 

3: p = calcula_probabilidade(a, d, n, c) 

4:  r = escolhe_roteiro(prob) 

5:           T(N) = atribui_atividade(a, p)  

A escolha da atividade ocorre por meio do passo quatro 

baseada em um vetor de probabilidades para cada 

atividade, o qual é obtido no passo três. O cálculo de 

probabilidades leva em consideração a dificuldade, o tipo 

de conteúdo, e a profundidade do nó.  

Em relação à dificuldade, têm-se dois cenários distintos: 

● A dificuldade não importa, e, portanto, qualquer 

roteiro pode ser escolhido. O aluno irá, portanto, 

alternar entre roteiros fáceis e difíceis. 

● Quanto mais avançar pela trilha, maior a 

probabilidade de escolher nós com maior 

dificuldade, obtendo assim uma dificuldade 

progressiva. 

Em relação ao tipo de conteúdo, apenas uma afirmação é 

considerada: conteúdos obrigatórios possuem maior 

probabilidade de serem escolhidos. Ou seja, a tendência é 

que o conteúdo obrigatório seja cursado por todos os 

alunos em alguma passagem da trilha.   

O primeiro passo é calcular a probabilidade segundo a 

dificuldade. Caso não seja levada em consideração, a 

probabilidade é determinada por uma distribuição 

uniforme. O cálculo da probabilidade pu para cada um das 

nA atividades é definido como: 

 

                        (1)  

Caso seja considerada a dificuldade, tem-se um 

comportamento onde a dificuldade será progressiva ao 

longo da trilha, é determinada por uma distribuição 

exponencial, segundo a equação. Considere a seguinte 

exponencial: 

 

            (2)  

onde d é o vetor de dificuldades para cada uma das 

atividades, D é a profundidade do nó corrente, e f um fator 

que determinará a tendência da exponencial, quanto maior 

f maior a probabilidade escolher uma atividade de uma 

determinada dificuldade. Por exemplo, se a profundidade 

do nó for baixa (1 ou 2), existe a tendência de escolha de 

roteiro com dificuldade igual a 1 (fácil), e quanto maior f, 

maior a probabilidade de escolher um roteiro com 

dificuldade igual a 1. As Figuras 2 e 3 exemplificam esse 

comportamento por meio da probabilidade por 

dificuldade. Para a obtenção das probabilidades, tem-se a 

seguinte equação: 

                        (3) 
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Figura 2. Distribuição da probabilidade de acordo com a dificuldade. 

Caso com f = 1 

 

Figura 3. Distribuição das probabilidades de acordo com a dificuldade. 

Caso com f = 3 

A partir da obtenção da probabilidade baseada na 

dificuldade, o próximo passo é selecionar N atividades 

compondo subconjuntos dos roteiros mais prováveis de 

acordo com a dificuldade e profundidade do nó. O 

próximo passo é calcular a probabilidade de acordo com o 

tipo de conteúdo (obrigatórios possuem maior 

probabilidade que eletivos) a partir do subconjunto de 

roteiros. A equação é definida como: 

               (4)  

onde c é o vetor de tipo de conteúdo para cada um dos 

roteiros, e f um fator que determinará a tendência da 

exponencial, quanto maior f maior a probabilidade de 

escolher um roteiro obrigatório. Para a obtenção das 

probabilidades, tem-se a seguinte equação: 

                          (5) 

O emprego das diferentes distribuições de probabilidade 

conduz a diferentes comportamentos do algoritmo. Na 

seção seguinte são explorados esses comportamentos por 

meio de resultados experimentais. 

4. Explorando a dinâmica do 

algoritmo 

Os resultados que serão apresentados possuem como 

objetivo validar o comportamento do algoritmo. Portanto, 

serão avaliados em três cenários distintos: 

1. Sem levar em consideração a dificuldade, e 

considerando o tipo de conteúdo. 

2. Considerando dificuldade e tipo de conteúdo.  

3. Influência do fator f na geração das trilhas.  

Todas as trilhas geradas possuem 4 desfechos possíveis, 

que são equivalentes à notas dadas aos alunos para cada 

atividade. Sendo assim, cada atividade possui 4 

ramificações. Em algumas figuras cada ramificação possui 

as letras W, X, Y e Z. Todos os experimentos foram 

realizados utilizando número de interações (profundidade 

da árvore) igual a 3 e 5. Foram utilizados 30 roteiros 

distintos, sendo o número de dificuldade e tipo de 

conteúdo uniformemente distribuído entre eles. Para o 

cenário 2, foi utilizado f = 3 para a probabilidade relativa à 

dificuldade, e f = 1 para o tipo de conteúdo. Para efeitos 

comparativos são utilizadas as figuras de cada uma das 

árvores geradas. As cores dos nós representam a 

dificuldade: baixa-roxo, média-azul, alta-verde, altíssima-

amarelo. O tipo de conteúdo é representado pelo seu 

respectivo número: (1) optativo, (2) eletivo; (3) 

obrigatório. Os gráficos das trilhas geradas estão 

representados de duas formas distintas: (1) por meio de 

árvores, ou por representação radial. O segundo caso foi 

empregado para melhor visualização em casos de trilhas 

com maiores interações.  

A Figura 4 apresenta os resultados para o cenário 1. É 

possível observar que as dificuldades foram distribuídas 

uniformemente ao longo da trilha, e que existe uma 

tendência de escolha dos roteiros obrigatórios. Na Figura 

5 é possível observar a formação de uma trilha com 

dificuldade progressiva, onde existe um aumento em 

concordância com a interação que o usuário se encontra 

(profundidade da árvore). O caso da Figura 6 apresenta a 

mesma tendência, entretanto, agora com maior número de 

interações. Vale observar que a tendência de distribuir 

dificuldades progressivamente se mantém.  
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Figura 4. Cenário 1 onde não é considerada uma progressão da 
dificuldade. A trilha é gerada com dificuldades distribuídas 

uniformemente. É possível observar uma tendência de escolha dos 

roteiros obrigatórios 

 

 

Figura 5. Cenário 2 onde é possível observar uma progressão da 

dificuldade. É possível observar uma tendência de escolha dos roteiros 

obrigatórios. O número de interações (profundidade da árvore) é igual a 
3, que coincide com o número possível de dificuldades 

 

Figura 6. Cenário 2 onde é possível observar uma progressão da 

dificuldade. O número de interações (profundidade da árvore) é igual a 5. 
A distribuição progressiva de dificuldade se mantém com o número 

maior de interações. 

Por fim, para avaliar a influência do parâmetro f na 

escolha da dificuldade, este parâmetro foi analisado com 

os seguintes valores: 1, 3, 5. É possível observar que a 

distribuição das dificuldades tende a se tornar mais 

progressiva à medida que se aumenta f. Um valor igual a 

um (Figura 7) gera uma trilha com tendência de 

dificuldade progressiva, mas ainda assim, possibilitando 

que sejam intercalados roteiros de dificuldades variadas. 

Entretanto, um valor igual a cinco (Figura 8) gera uma 

tendência dos roteiros mais difíceis sempre estarem ao 

final da trilha. 

Figura 7. Distribuição progressiva de dificuldade utilizando parâmetro f 

igual a 1. 

Figura 8. Distribuição progressiva de dificuldade utilizando parâmetro f 

igual a 5 

5. Trilhas adaptadas ao desempenho 

do aluno  

Para a construção de trilhas onde o número de atividades 

varia de acordo com o desempenho do aluno, são 

empregadas árvores onde ramificações tenderão a uma 

maior profundidade quanto pior for o desempenho do 

aluno, e uma menor profundidade quanto maior for o 

desempenho do aluno. A profundidade máxima é definida 

como o número de interações, e a profundidade mínima 

como 40% do valor da profundidade máxima.  

O pseudocódigo do algoritmo é definido abaixo: 

1: Gere uma árvore com profundidade mínima.  

2: Para cada nó folha da árvore mínima faça: 

3: Verificar o desempenho da trilha de roteiros e 

definir uma nova subárvore conforme pior for o 

desempenho do aluno.  
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4: Adicione uma nova subárvore com interações 

adicionais até a profundidade máxima de acordo 

com o desempenho. 

Para validar o comportamento desse algoritmo foi 

empregada a atribuição de roteiros com dificuldade 

progressiva e o tipo de conteúdo. As Figuras 9 e 10 

exibem com cinco e sete interações, respectivamente. 

 
Figura 9.  Atribuição de roteiros com dificuldade progressiva com cinco 

interações 

 

 
Figura 10. Atribuição de roteiros com dificuldade progressiva com sete 

interações 

 

6. Avaliação das trilhas de 

aprendizagem: resultados em 

campo 

O caso da aplicação da tecnologia foi realizado com 

profissionais que trabalham em um hospital de oncologia 

de grande porte da cidade de São Paulo (SP). Participaram 

em torno de 14 encarregadas que realizaram seis sessões 

de treinamento individual em um período de oito meses. 

Este projeto foi aprovado na Comissão de Ética e Pesquisa 

sob o número CAE: 55320521.3.0000.5432. Foi criado e 

produzido o conteúdo de três módulos de treinamento com 

foco no dia a dia operacional dos encarregados da limpeza 

hospitalar [21]. 

Os conteúdos simulados utilizados nas trilhas de 

aprendizagem foram direcionados ao viewpoint do 

encarregado de limpeza. As situações versaram sobre três 

situações referentes à rotina desse profissional. O primeiro 

trata a checagem da limpeza de um quarto hospitalar sem 

o paciente presente. Essa situação ocorre em uma unidade 

de internação de uma enfermaria. Enquanto o servente 

finaliza a limpeza do quarto. Estão envolvidas duas 

pessoas: um encarregado de limpeza e um servente de 

higiene. A segunda situação se dá durante a rotina de 

checagem da limpeza de uma sala cirúrgica sem o 

paciente presente. Essa situação ocorre no centro 

cirúrgico, composto por uma sala cirúrgica. Estão 

envolvidas três pessoas: um encarregado de limpeza, um 

servente de limpeza e um enfermeiro. Por fim, a terceira 

situação se dá durante a rotina de passagem de plantão. O 

encarregado irá inspecionar os processos operacionais 

durante a troca de turno. A situação ocorre no depósito de 

material de limpeza (DML). Estão envolvidas cinco 

pessoas: dois encarregados de limpeza, dois serventes de 

higiene e um enfermeiro. 

Ao final das seis sessões (cada sessão é composta pela 

execução de uma trilha de aprendizagem completa) 

realizadas pelas profissionais (com duração de duas a três 

semanas por sessão) foi aplicado um questionário de 

avaliação de propósito usando o google form. Foram 

realizadas seis perguntas para entender como foi a 

percepção dos profissionais que participaram do 

experimento sendo duas específicas sobre o processo de 

aprendizagem. O questionário foi respondido por 14 

profissionais. Do ponto de vista da aprendizagem onde a 

trilha de aprendizado automatizada tem seu maior 

impacto, 78,6% das profissionais destacaram que 

mudaram seus hábitos diante de determinadas situações 

depois da série de treinamentos (Figura 11). E 92,9% 

descreve que presta atenção em coisas que antes não 

atentava se referindo a melhoria da atenção do 

profissional treinado (Figura 12).  

 

 
Figura 11. Resposta do questionário de avaliação de propósito 

 

Figura 12. Destaque para as respostas relacionadas à melhoria de 
atenção do profissional treinado 

Conclusões 

A proposta de construção automatizada das trilhas de 

aprendizagem a partir de critérios considerados relevantes 
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para o treinamento de profissionais foi um diferencial que 

permitiu ponderar pesos no momento em que o algoritmo 

de criação é executado. Neste caso, foram definidos dois 

classificadores: grau de dificuldade com quatro categorias 

(fácil, médio, alto e muito alto); e tipo de conteúdo com 

três categorias (obrigatório, eletivo e optativo). Esses 

critérios foram pensados a partir da construção dos 

cenários e seus vários desfechos, considerando as questões 

problemas baseadas no conceito de problem basead 

learning. 

Reconhecidamente somente foi possível implantar o 

treinamento devido à automatização das trilhas, pois antes 

era uma atividade complexa e passível de erros devido à 

grande possibilidade de alternativas. Realmente não era 

possível realizar de forma manual, pois durava de três a 

cinco semanas para efetivamente executar a tarefa, e 

atualmente, são necessários somente de três a cinco 

minutos.  

A aplicação em campo foi realizada de forma satisfatória 

tendo tido grande adesão por parte das profissionais 

treinadas (encarregadas de limpeza hospitalar). O emprego 

da personalização do ensino por meio das trilhas de 

aprendizagem favorece o resultado final de engajamento 

das profissionais durante o processo de uso do simulador 

virtual. Vislumbra-se uma inovação para a educação 

corporativa oferecendo caminhos capazes de desenvolver 

competências relacionadas ao conhecimento, habilidades e 

atitudes dos profissionais de diversas áreas, possibilitando 

inclusive, maior autonomia desse profissional no seu 

próprio processo de aprendizagem. 

Como próximo passo para o aprimoramento da plataforma 

de qualificação e avaliação continuada de profissionais 

está o desenvolvimento de um módulo de comportamento 

baseado em algoritmos inteligentes que serão capazes de 

medir determinados comportamentos dos profissionais no 

momento que estão realizando as simulações. Serão 

obtidos dois tipos de dados fisiológicos do usuário: 

frequência cardíaca e a movimentação dos seus olhos (eye 

tracking). Com estas informações espera-se avaliar o grau 

de habituação do usuário diante de uma situação problema 

durante a rotina diária do seu trabalho.  
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